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摘  要：城市影像能够详尽刻画城市物理环境，支持从全球到微观层面的多尺度分析。基于高效的特征工程方法，从庞

大且复杂的城市影像像素数据中提取高层次语义特征，用于模式识别和决策支持，一直是城市研究的重要方向。相较于

传统的语义要素表征，表示学习支持下的计算表征方法能够从城市影像中学习高维深度特征，这些特征不仅提炼了更丰

富的城市语义与结构信息，还促进了多模态数据的融合和更精准、更鲁棒的城市模型的构建。特别地，基于自监督学习

的智能计算表征，能够在无需标注数据的情况下自动编码与城市任务相关的关键信息，进一步提升了城市影像分析的自

动化水平。通过探讨城市影像智能计算表征的特点、发展历程及其可解释性，发现该方法有望显著提升城市智能化分析

能力，从而为城市研究、规划、管理和可持续发展提供更精准的决策支持。
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Abstract： Objectives: Urban imagery, including high-resolution remote sensing imagery and street view 
imagery, provides a detailed representation of the physical environment of cities. It enables multi-scale 
analysis ranging from global perspectives to microscopic details. Extracting high-level semantic features 
from the vast and complex pixel data of urban imagery for applications in pattern recognition and decision-
making support has long been a critical focus in urban studies. Methods: Traditional approaches, which 
progress from handcrafted shallow features like color histograms to semantic element representations, are 
often insufficient. These methods are limited by expert knowledge and fail to capture deep attributes or com ⁃
plex spatial relationships inherent in urban environments. In response, computational representation methods 
supported by representation learning can extract high-dimensional deep features from urban imagery. These 
features not only capture richer urban semantic and structural information but also facilitate more effective mul⁃
timodal data integration by reducing semantic conflicts, thereby enabling the development of more accurate 
and robust urban models. Unlike handcrafted features, these computational representations are inherently 
data-driven and learn directly from the intrinsic structure and patterns within the raw data itself. Notably, 
intelligent computational representations based on self-supervised learning (SSL) stand out as a critical solu⁃
tion to the data-labeling bottleneck. Given the massive scale of urban imagery and the prohibitively high cost 
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of manual annotation, which often suffers from inconsistent quality, SSL advances the automation of urban 
imagery analysis by learning powerful representations from the data􀆳s own intrinsic properties, requiring no la⁃
beled datasets. We believe that the most effective SSL representations, moving beyond generic augmenta⁃
tions which are ill-suited for complex urban tasks, must be task-centric. This is achieved by autonomously 
encoding key information by designing specialized pretext tasks. These tasks utilize the unique attributes and 
structure of urban imagery to systematically learn distinct representations, such as isolating time-invariant fea⁃
tures by ignoring dynamic elements for location recognition, versus capturing ambient socio-economic and 
cultural semantics for regional-level prediction tasks. Results: We explore the characteristics, evolutionary 
trajectory, and interpretability of these intelligent computational representations. Given that deep features of⁃
ten lack explicit semantic meaning, we emphasize interpretability analysis as essential for validating the effec⁃
tiveness of the encoding process and understanding what information has been encoded. We discuss a two-fold 
approach: (1) Revealing the semantic content within features using methods like SemAxis or visualizing clus⁃
tering and separation patterns in low-dimensional space via T-SNE and PacMap. (2) Discovering the model 􀆳s 
focus using visualization techniques like Grad-CAM and Attention Maps to understand which image re⁃
gions are critical for a decision. Conclusions: Consequently, these advancements offer more precise support 
for urban research, planning, and sustainable development. We also highlight future opportunities and chal⁃
lenges, including: (1) Developing robust multimodal alignment to bridge the gap between areal remote sensing 
features and point-based street view representations. (2) Integrating visual features with large language models 
(LLM) to summarize complex urban concepts, facts, and opinions. (3) Addressing the fundamental "black 
box" nature of deep features to advance AI for Science.
Key words： remote sensing imagery； street view imagery； computational representation； representation 
learning； deep feature

城市影像是一种描述城市物理环境的影像

数据，包括行人视角的街景自然影像和自上而下

视角的卫星遥感影像［1-2］。这些影像具有高时空

分辨率，且能够深入刻画从城市整体格局到建筑

街道细节的物理环境要素和空间结构。长期以

来，这些数据为城市感知与分析应用提供了坚实

而持久的技术与信息支撑，进而为城市规划和治

理提供决策支持和政策指导［3-4］。随着感知技术

的飞速发展，影像数据的获取与处理效率显著提

升，不仅增加了利用遥感影像实现全球、城市群

等区域乃至城市尺度多层次研究的可能性，而且

也使得借助街景影像在微观层面近乎沉浸式地

观察与评估城市环境的动态演化成为现实［5］。

对于规模持续增长且类型日益多样的城市

影像数据，高效而精准地挖掘其中蕴含的城市复

杂模式与规律，一直是城市研究领域的一个重要

方向。由于原始像素数据结构复杂且信息冗余，

未经处理的数据往往难以提供清晰的认知。因

此，通过特征工程对影像进行统一且高度抽象的

描述显得尤为必要。通过这一过程，零散的像素

信息被转化为计算机可理解和处理的密集特征

向量，为后续的模式识别、规律挖掘和决策支持

提供了关键基础。

在早期阶段，城市影像的特征工程主要依赖

经验驱动的手工设计浅层特征，包括颜色直方

图、纹理描述子和形状特征等［6-7］。这些手工特征

虽有效提升了分析的可行性与精度，但其表现受

到专家经验与领域知识的限制，难以满足当下多

样化、动态化的研究需求。近年来计算机视觉的

快速发展，使研究者能够在更高层次的语义空间

中对城市影像进行特征提取［8-10］。语义分割、目

标检测等技术可直接识别并提取建筑、行人、道

路、树木等具体城市要素，这些更富语义的特征

已被证明在预测社会经济指标方面具有较大

潜力［11］。

尽管语义要素表征在一定程度上缓解了传

统特征提取的局限，但仍难以全面刻画城市环境

的复杂性。一方面，现有的语义要素表征无法充

分表达城市影像中的丰富信息。具体而言，单一

的要素类别难以反映要素的深层属性与动态特

征，例如植被类型可暗示区域的生态健康状况，

人际互动方式则体现社会功能，甚至车辆的品牌

与年份可折射社会经济结构［12］。然而，要全面获

取此类细粒度的语义信息，往往需要大量专业标

注与人工成本，这在实践中几乎无法实现［13-14］。

此外，相似的要素构成与占比并不必然意味着相
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同的空间关系与城市语义，例如整齐排列的行道

树与零散分布的树林，虽然在绿视指数上可能相

似，却传递出截然不同的环境含义。另一方面，

现有的语义要素表征也难以与其他模态的表征

进行有效对齐和融合。要素语义特征往往需要

依赖于特定的标签或者具体的语义解释，不同的

语义标签（如“车”“行人”“建筑”等）在不同模态

（如图像、文本、激光雷达等）中的表现形式可能

大相径庭，且同一语义在不同模态中的特征可能

截然不同。因此，如何更加充分地刻画城市环境

的复杂性，依然是当前城市影像特征工程亟待突

破的难题。

近年来，计算表征的兴起为此提供了新契

机。计算表征是指通过表示学习等计算方法，从

原始数据中提取特征向量。这些特征向量不仅

能够有效捕捉数据的关键属性和内在结构，还具

备高度的可计算性，能够支持后续的计算任务，

如数据分析、模式识别和复杂结构建模等。通过

计算表征，数据中的复杂关系和潜在模式得以显

式表达，从而为更高级的计算分析提供基础［15］。

POI2Vec、Place2vec 等方法［16-17］已成功应用于地

理空间数据的计算表征，这些方法不仅能提取高

级语义信息，提升地理建模的精度与鲁棒性，还

能支持多模态数据的融合，减少了不同模态之间

的语义冲突，从而实现在隐空间内的信息对齐，

进一步推动地理空间人工智能（artificial intelli⁃
gence， AI）的发展［18-20］。作为地理空间数据的重

要组成部分，城市影像的特征工程同样得益于上

述技术的发展，为城市研究提供了更灵活、有深

度的分析工具与方法。

在 此 背 景 下 ，自 监 督 学 习（self-supervised 
learning， SSL）等新兴方法为城市影像的智能计

算表征提供了创新的解决方案。通过 SSL，模型

能够充分利用数据自身的结构进行学习，从而在

无需大量标注数据的情况下生成智能计算表征，

并自主挖掘城市影像中的潜在特征和规律。因

此，探索适用于城市影像的智能计算表征方法，

不仅能够突破传统方法在数据依赖性和计算效

率上的局限，还将为城市规划、交通管理、环境监

测等领域的深入研究和广泛应用注入新的活力，

成为推动城市研究及相关技术发展的关键方向。

在此基础上，为了有效编码城市影像中与城

市任务相关的图像信息，通常需要构建专门的标

注数据集以支持模型训练［21-22］。以场景识别任务

为例，研究者常常需要构建大量的图像 -位置对，

以便训练模型聚焦于不同场景中的关键信息，如

地标建筑、街道布局等［23］。这些数据集的构建虽

然至关重要，但也面临诸多挑战：（1）手工标注过

程通常是劳动密集型的，尤其是在城市影像的复

杂背景下，标注工作可能涉及大量的地理和环境

知识。（2）由于城市影像的多样性和复杂性，全面

且精确的标注往往难以实现，导致标注质量不一

致，进而影响模型的训练效果和泛化能力。

为应对这些挑战，研究者们逐渐转向 SSL 等

新兴方法，旨在自动化地提取与城市任务相关的

信息，从而实现城市影像的智能计算表征。通过

这些方法，模型能够在无需大量标注数据的情况

下自主发现城市影像中的潜在特征和规律，进而

生成更加精确的任务表征。这种技术的应用不

仅能够有效解决标注数据稀缺的问题，还能够提

高模型在处理多样化城市任务时的适应性。因

此，探索适用于城市影像的智能计算表征方法，

将成为推动城市研究和相关应用发展的关键

方向。

1　城市影像的特点

城市影像涵盖了遥感影像、街景影像、社交

媒体影像以及视频监控影像等多种形式。这些

影像提供了从宏观到微观的多维度观察手段，使

研究者能够深入探索城市空间结构、社会经济活

动、建筑美学及其随时间变化的动态过程。利用

这些丰富的影像数据，城市研究者和规划者可以

更全面地理解城市环境的复杂性，从而为规划、

治理和可持续发展提供有力支持。在众多城市

影像中，遥感影像和街景影像由于其高时空分辨

率、广泛的覆盖范围以及较为便捷的获取方式，

已成为城市影像研究中最常用的数据源，并在城

市感知中发挥着重要作用。因此，本文以这两类

影像为例，探讨城市影像的独特性及其与物体图

像的区别。

遥感影像通过航空器或卫星搭载的传感设

备从高空获取地表信息，已成为城市研究中不可

或缺的重要数据来源。首先，遥感影像的地理覆

盖范围极其广泛，全球多个国家和地区通过商业

卫星、政府卫星（如陆地卫星（Landsat）系列和哨

兵（Sentinel）系列）以及私人卫星（如 Planet Labs
和 Maxar）获取连续且高频次的影像数据。近年

来，亚米级分辨率的遥感影像数据逐渐普及，使

研究人员能够清晰捕捉地表特征，如城市扩张、

道路网络和植被变化［24-25］。然后，遥感影像具备
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多光谱和高光谱成像能力，能够捕捉人眼不可见

的电磁波段信息，如近红外、短波红外、热红外波

段等。这些光谱数据已被广泛用于计算植被指

数、监测水体质量（如悬浮物浓度、富营养化程

度）以及进行土地覆盖分类［26-27］。最后，遥感影

像数据的时间连续性在动态监测城市变化中有

着 重 要 优 势 ，许 多 卫 星 平 台（如 Sentinel-2 和

Landsat 8）能够以 5~16 d 的时间间隔重复采集

同 一 区 域 的 影 像 ，使 得 长 时 间 序 列 分 析 成 为

可能［28］。

街景影像主要通过谷歌地图、百度地图、腾

讯地图等服务商的街景车沿城市路网进行拍

摄［29］，也包括众包街景影像平台用户上传的标准

化图像［30］。首先，街景影像的覆盖范围极为广

泛。根据文献［31］的研究，全球大部分人口聚集

区已被街景影像覆盖。截至 2025 年 11 月，腾讯

和百度的街景服务已涵盖中国 652 个城市，谷歌

街景影像覆盖了七大洲的大部分城市，众包街景

影像平台则存储了用户上传的超过 5 亿张街景图

像。其次，街景影像的采样密度极高，能够无缝连

接城市路网的各个部分，形成完整的视觉记录，这

种高密度覆盖使研究人员能够在精细的空间尺度

上分析城市的物理环境［32］。然后，街景影像具有

极高的分辨率，以谷歌街景为例，其最高分辨率可

达 16 384×8 192 像素，极大地提升了研究人员在

提取和分析城市视觉元素时的精度。这种高分辨

率使得建筑立面识别、商店招牌分析、街道家具统

计等微观层面的研究成为可能［33］。最后，街景影

像的获取方式便捷。研究者可以通过应用程序接

口调用数据，并根据具体需求定制影像的拍摄位

置、时间、视角及类型，从而满足多样化的应用需

求。例如，研究者可以根据特定的研究目的，指定

特定街区、不同时段或特定视角（如全景、水平视

角）进行影像下载。

如图 1 所示，遥感影像和街景影像分别从鸟

瞰和行人视角捕捉城市环境的信息，均是表征城

市场景的语义。这些城市影像均是由多种要素组

成，如建筑、道路、植被、车辆、行人等［34-35］，这些要

素的空间分布和组合方式能够反映城市的功能、

结构和社会经济特征，从而支持场景识别、情感感

知和社会经济指标预测等任务［23］。例如，在场景

识别任务中，重点往往是捕捉城市影像中静态要

素之间的关系与风格，如遥感影像中的建筑屋顶

风格和路网结构，或街景影像中的街道布局等。

而大多数经典计算机视觉的表征模型主要面向物

体图像设计，通常聚焦于单一或少量主体（如特定

物体或简单场景），并侧重物体识别、分类和检测

等任务。这些模型在处理结构相对简单、元素相

对独立的图像时效果良好，但在面对城市影像中

多样且紧密关联的要素时，特别是在大规模场景

理解和复杂任务需求下，往往显得力不从心。因

此，传统的计算机视觉方法在应对城市影像分析

时面临着显著挑战，需要发展全新的表征技术，以

适应城市环境的多样性与复杂性。

2　面向城市任务的城市影像计算表征

城市影像计算表征是实现城市感知与分析

的核心环节，其目的是从多源影像数据中提取有

用信息，以支持对城市空间结构、社会经济活动

以及环境动态变化的定量分析。由于不同城市

任务的需求差异，在设计计算表征方法时，需要

根据具体的城市任务，聚焦与任务相关的特征，

图 1　城市影像与物体图像的比较

Fig.  1　Comparison of Urban Imagery and Object Images
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从而确保提取的表征能够精准地反映与任务密

切相关的城市要素。这意味着计算表征不仅要

考虑城市场景的全貌，还要根据任务目标优先编

码与之相关的特征，以提升表征结果在实际应用

中的有效性和准确性。

计算表征方法可分为基于监督学习（super⁃
vised learning， SL）的传统方法和近年来发展迅

速的 SSL 方法。SL 方法依赖于大量标注数据来

训练模型，而 SSL 方法则从未标注的数据中自动

挖掘特征，能够在缺乏大规模标注数据的情况下

进行高效的特征学习。

2.1　SL支持下的计算表征

SL 方法依赖于标注数据，通过构建输入影像

与目标变量之间的映射关系学习影像的特征表

示。这类方法通常在大规模标注数据集上训练

深度学习模型，以提取深层特征。在城市影像的

应用中，SL 方法根据具体任务需求构建相应的标

注数据集，如地物分类、语义分割和目标检测等。

对于高分辨率的遥感影像，构建语义分割数据集

可训练模型识别道路、建筑和水体等类别［36］。遥

感影像与文本配对的数据集则可用于训练类似

CLIP 的跨模态框架，实现影像与文本的对应［22］。

对于街景影像，Places［37］和 Cityscapes［13］等计算机

视觉数据集因包含大多数城市场景，被广泛应用

于街景影像的计算表征。此外，PlacePulse［21］数

据集基于谷歌街景，标注了人类感知信息，建立

了城市可视环境与非可视感知之间的联系。近

期，文献［38］通过人工标注和计算机视觉技术的

结合，构建了一个包含场景类型、语义分割和目

标检测等信息的百万级街景影像数据集。

在这些大型标注数据集的支持下，研究者可

以采用常用的神经网络架构（如卷积神经网络和

Transformer）进行预训练，以获取适用于各类任

务的城市影像计算表征。例如，文献［39］结合遥

感影像和经济数据，利用卷积神经网络模型预测

非洲地区的贫困分布；文献［40］基于 PlacePulse
数据集，构建了可以预测大范围人类感知的深度

卷积神经网络预训练模型。尽管 SL 在许多任务

中表现优异，但其受限于对高质量标注数据的依

赖。随着影像数据规模的迅速增长，标注成本的

提高成为一大挑战。此外，基于 SL 得到的深度

特征往往局限于与标签相关的浅层表征，缺乏对

数据深层内容的理解，使得这些特征难以泛化到

与标签无关的城市任务。

2.2　SSL支持下的智能计算表征

SSL 是一种无需大规模标注数据的计算表

征方法，通过设计代理任务来学习影像的潜在特

征表示，这些代理任务通常利用影像自身的内在

属性，如预测影像块之间的关系、重建影像内容

或对比不同视角的影像［41-42］。因为城市影像数据

量巨大，且人工标注成本高昂，SSL 在城市影像

分析中具有重要意义。

虽然物体图像常用的旋转、翻转等数据增强

方法也可作为城市影像自监督的代理任务［43］，但

这些方法通常倾向于编码图像中的目标主体或

尽可能编码所有图像内容，难以满足特定的城市

任务需求。不同的城市任务对影像信息的需求

不同，例如针对社会经济或历史文化感知的任

务，希望编码与周围一致的社会经济或历史文化

等相关信息，而忽略局部细节；针对位置识别的

任务，希望编码相对静态的城市环境要素，而忽

略人流、车流和光线等动态因素。

城市影像特有的时空属性为设计面向城市任

务的代理任务提供了重要支持［44-45］。针对遥感影

像，文献［46］提出了地理位置感知的 SSL 方法，利

用地理相邻区域的影像作为正样本，捕捉空间连

续性特征。类似地，文献［47］开发了季节对比方

法，通过利用遥感影像的季节性变化，设计时序对

比学习任务，降低模型对季节和时间变化的敏感

度。对于街景影像，文献［48］详细比较了自己对

比、时序对比和空间近邻对比 3 种任务设计，揭示

了不同设计适合不同类型的城市任务。具体来

说，自己对比编码了全局信息，适用于对车辆、植

被等动态要素敏感的城市感知任务，如人类感知；

时序对比侧重于编码静态要素信息，忽略动态要

素，适用于位置识别等任务；而空间近邻对比则关

注场景氛围相关的语义，捕捉到与当前场景一致

的社会经济、历史文化等信息，适用于社会经济指

标预测等城市任务。

此外，城市影像常与其他数据源（如文本、地

理信息、兴趣点数据）相关联，利用这些多模态数

据设计代理任务，可以丰富特征表示的语义信

息。例如，文献［49］提出了结合城市知识图谱的

SSL 方法，通过影像与知识图谱的关联关系，提

升影像的语义表征能力；文献［50］将遥感影像与

兴趣点数据关联，将城市功能相似的区域作为正

样本，利用对比学习框架来学习影像的功能特

征。这些方法充分利用了多模态数据的互补性，

为城市任务提供了更全面的信息。
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3　可解释性分析：理解计算表征

计算表征方法能够从城市影像中提取深度

特征，但这些特征的每个维度通常缺乏显式的语

义信息。因此，为了更有效地支持特定的城市感

知任务，需要深入探究以下问题：基于不同城市

影像的标注数据集或不同自监督代理任务所获

得的深度特征，究竟编码了哪些信息？理解这些

深度特征所包含的语义信息，不仅有助于验证计

算表征过程的有效性，还能为下游任务的决策提

供关键支持。具体来说，通过解析深度特征中可

能反映的道路拓扑、建筑功能及环境要素等信

息，可以判断这些特征是否已包含完成任务所需

的关键内容，从而指导计算表征方法的进一步微

调。与此同时，可解释的深度特征还能帮助决策

者制定更有针对性的政策，例如在关注居民健康

的情境下，通过分析深度特征对区域绿化度的编

码，有针对性地提升绿化水平，为城市规划和管

理提供科学依据。

城市影像计算表征的可解释性分析主要聚

焦于两个方面：（1）揭示深度特征中蕴含的语义

内容；（2）发现模型对图像中哪些区域更为关注。

为了揭示深度特征中的语义内容，研究者常采用

可 解 释 性 分 析 方 法 ，如 SemAxis 和 特 征 近 邻

等［51］。进一步地，研究者还会使用 t-SNE 或 PaC⁃
MAP 等降维技术［52-53］，在低维空间中将深度特征

的分布可视化，随后，通过观察这些特征的聚集

和分离模式，可以对其进行语义解读。例如，文

献［54］发现在模型训练过程中，深度特征从初始

的分散状态逐渐形成不同的聚集模式，这表明模

型区分不同流量模式的能力和记忆保持能力不

断增强。

为了理解模型在处理城市图像时关注的区

域，研究者通常通过分析网络的激活状态来进一

步解析深度特征。例如，利用梯度加权类激活映

射（gradient-weighted class activation mapping， 
Grad-CAM）等可视化技术［55］，可以生成热力图，

显示模型在进行分类决策时关注的图像区域［56］。

利用注意力图等技术，可以展示模型在处理输入

数据时对不同区域或特征的关注程度。例如，文

献［57］使用 Grad-CAM 展示了相对于 BYOL 和

DenseCL，IndexNet 的深度特征能针对不同的对

象而变化，从而有效解决遥感影像中的多对象问

题。与 Grad-CAM 类似，注意力图通过可视化模

型的注意力分配，帮助解释模型如何聚焦于输入

的关键部分进行决策［58］。这些可视化结果不仅

有助于解释模型的决策过程，还能揭示深度特征

与城市环境要素之间的关联性。例如，文献［48］
使用从自己对比、时序对比和空间近邻对比 3 种

代理任务中提取的深度特征，并通过它们在特定

的下游任务中的表现来体现编码能力。不仅如

此，他们还对深度特征进行了多种可解释性分

析，以直观展示不同深度特征所关注信息的差

异。这种可解释性分析的结果如图 2 所示，它通

过注意力图揭示了不同代理任务的训练模型在

不同深度所关注信息的差异。例如，在深度为 1
时，自己对比和时序对比显示出更广泛的注意力

分布，而空间近邻对比则更侧重于局部区域。这

表明前两者在早期阶段会优先捕捉全局信息，而

后者在初期则倾向于强调细节信息。然而，在深

度为 11 时，自己对比会关注整个图像的全局信

息，但更倾向于关注查询标记附近的区域；相比

之下，时序对比中的查询 1 主要关注天空（静态区

域），而放置在汽车（动态物体）上的查询 2 没有显

示出对汽车的关注。这表明，时序对比倾向于通

过忽略动态元素来学习时间不变特征。

通过这些方法，研究者能够更深入地理解深

度特征在城市影像中的语义表达，从而为优化城

市感知模型提供有价值的见解。例如，识别出模

型在识别建筑物、道路或绿地时关注的具体图像

图 2　跨模型与跨深度可视化的两个查询的注意力图（引自文献[48]）
Fig.  2　Attention Maps for Two Queries Visualized Across Models and Depths (Quoted from Reference [48])

27



武  汉  大  学  学  报   （信  息  科  学  版） 2026 年 1 月

区域，可以指导特征提取和模型训练过程，提升

模型在特定城市感知任务中的表现。此外，这种

理解还可以帮助发现深度特征中的潜在偏差，确

保模型在不同城市和环境中的泛化能力。未来，

结合更多的可解释性分析方法和多模态数据源，

将进一步增强对城市影像深度特征的理解，推动

智能城市感知技术的发展。

4　城市影像计算表征的机遇与挑战

随 着 大 语 言 模 型（large language model， 
LLM）的快速发展，城市影像计算表征领域迎来了

前所未有的机遇与挑战。LLM 通过以语言为中

心的框架，从海量数据中提炼了常识和世界观等

基础知识，能够基于城市影像计算表征中的视觉

信息，有效概括城市环境中的复杂概念、事实和观

点［59］。同时，LLM 在跨模态信息理解和生成方面

展现出了巨大的潜力，它能够融合来自不同模态

的信息，使得对城市的理解不再局限于单一的视

角。然而，这也带来了新的挑战：为了将不同模态

的数据有效地输入 LLM，需要将这些数据对齐并

编码到同一个特征空间，这对多模态对齐提出了

更高的要求。不同城市空间数据在表征形式和分

辨率上的差异，迫切需要更加高效的算法来确保

数据的一致性和完整性。例如，遥感影像主要呈

现大范围区域的环境信息，而街景影像则提供采

样点附近的细节信息［54］。如何有效对齐遥感影像

的面状深度特征与街景影像的点状深度特征，依

然是一个亟待解决的难题［60］。

同时，城市影像计算表征的进展为 AI驱动的

科学研究带来了机遇与挑战。一方面，深度学习

模型能够从城市影像中提取更深层次的特征，这

不仅能提升具体任务的精度，还为探索更复杂的

城市机理提供了可能。例如，深层次的空间和时

间特征有助于揭示城市中的潜在规律，从而更好

地理解城市环境的动态变化。另一方面，深度特

征的可解释性仍然是 AI 驱动的科学研究面临的

一大挑战。尽管现有的可解释性方法可以在一定

程度上解释部分特征维度的信息，但计算表征中

的大多数编码信息仍然处于黑箱状态。因此，如

何有效解释这些深层特征，以便更好地支持科学

探索和决策制定，将成为未来研究的关键方向。

5　结     语

本文探讨了城市影像与物体图像的显著区

别，并分析了城市影像计算表征方法设计的特殊

性。随着高时空分辨率影像数据的广泛获取，以

及深度学习和 SSL 等技术的迅猛发展，城市影像

的计算表征迎来了前所未有的机遇，为从海量城

市影像中提取高维、语义丰富的特征提供了强大

的支持。展望未来，研究应更加关注如何充分挖

掘城市影像的时空特征和多模态属性，开发以

SSL 为基础的智能计算表征方法，以高效、自动

化地编码与城市任务相关的关键信息，从而提升

城市感知与分析的能力。此外，利用计算表征中

蕴含的丰富信息，深入探索城市理论和机制的创

新，也将是未来研究的关键方向。这些探索不仅

有助于提升城市模型的精度和鲁棒性，还能为城

市 规 划 、管 理 与 可 持 续 发 展 提 供 更 加 精 准 的

支持。
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